TECHNIKI POZYSKIWANIA WIEDZY W HURTOWNI DANYCH

Matgorzata NYCZ

StreszczenieArtykut poswigcony jest pozyskiwaniu wiedzy z hurtowni danychta8k s¢

z czterech ogci. Po krétkim wsfpie zaprezentowano techniki przetwarzania struktur
danych w ramach hurtowni danych. Ngstie przedstawiono techniki pozyskiwania

wiedzy z danych zebranych w hurtowni. Artykulikay podsumowanie przeprowadzonych

rozwazan.

Stowa kluczowe:hurtownia danych, techniki odkrywania wiedzy.

1. Wprowadzenie

Zyjemy w czasach, ktére charakterygigic m.in. tym, ze ilos¢ informacji wzrasta
lawinowo. Przedsgbiorstwa staj wobec problemu posiadania, przetwarzania i zhiara
coraz wekszych ilgci danych. Dane pochoglmajczsciej z heterogenicznychrodet.
Problem integracji danych rozriuje wykorzystanie np. hurtowni danych. Przetwaizan
struktur danych zgromadzonych w hurtowni danychk e zastosowanie data mining
moze dostarcz§ decydentowi odpowiedzi na zapytania biznesowepwdgdzi, ktére mu
pomog w podgciu decyzji biznesowej. Artykut przedstawia technirzetwarzania
struktur danych w ramach hurtowni, a gastie prezentuje techniki data mining sjce do
odkrywania wiedzy z danych zawartych w hurtowniydn

2. Techniki przetwarzania struktur danych w hurtowni danych

Dane w hurtowni danych magby¢, generalnie rzecz ujmig, wykorzystywane w
ramach trzech rodzajow ich przetwarzania.n8ni wielowymiarowa analiza danych, data
mining oraz raportowanie. Wynikj sveryfikowane oceniane, i prezentowane jako raport
postaci wygodnej dla aytkownika. Schematycznie operacje wykonywane nayckan
zgromadzonych w HD przedstawia rysunek 1.

Podstawowych (ale nie jedynym: innymesto spotykanym jest klasyczne, relacyjne
przetwarzanie danych) rodzajem przetwarzania danychhurtowni danych jest
przetwarzanie analityczne OLAP (ang. On Line AnabjtProcessing), a wyniki mady¢
prezentowane w postaci raportbw o, na przyklad dmeh, osignicciach Iub
niepowodzeniach konkretnych strategii marketingdwy@/ ramach operacji na danych
zgromadzonych w HD magby¢ wykonywane operacje zgdane z odkrywaniem wiedzy
(data mining), o czym w dalszejgei rozdziatu.

OLAP skilada si z trzech podstawowych elementow, ktérymi s

1) struktura danych opisaga logiczm organizacj danych oraz spos6b postrzegania

danych przez aytkownikdw,

2) zbior operatorow umidiwiajgcych wyszukiwanie i modyfikowanie danych,

3) ograniczenia integralsoiowe, specyfikujce poprawngt danych.
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Rys. 1. Rodzaje przetwarzania danych w hurtownydan
Zrédto: opracowanie wlasne

W OLAP dane postrzeganey orzez uytkownika w postaci wielowymiarowej
perspektywy, przedstawianej pgdbwo jako kostki OLAP. Obiektem analizy jest zbiér
miar numerycznych, ktére nazywang faktami. Fakt opisuje pojedyncze zdarzenie i jest
damy ilosciowg (numeryczn) reprezentujca aktywnad¢ biznesow, na przyktad sprzeda
produktow,sredni zysk, warté produktu krajowego, etc. Wadbmiary zaley od zbioru
wymiardw, ktory z kolei okréda kontekst miary. | tak na przyktad sprzedaroduktéw
mozna rozpatrywé& w kontelécie miasta, dostawcow, klientdw, okresdw sprzgdezy
konkretnego produktu. Miara jest przedstawiana jakonkt w wielowymiarowej
przestrzeni wymiarow. Z kalym wymiarem zwjzany jest zbior atrybutéw. Na przykiad
wymiar klient mae mig takie atrybuty, jak identyfikator klienta, jegozvea, adres, NIP,
telefon, fax, etc.; wymiar produkt me opisy przez takie atrybuty, jak obszar, okres,
produkt. Dane wymiaréwaszdenormalizowane, co pozwalaytkownikowi na wygodne
eksplorowanie ,w doét’ (angdrill-down), ,w goére” - agregowanie (angdrill-up) oraz ,w
poprzek” (ang.drill acrosg. Dane referencyjne magzawierd tysigce wierszy, ale w
poréwnaniu z nimi dane faktéw - miliony. Dane wyndi& nie zmieniaj sie tak czsto, jak
dane faktow czy dane zagregowane. Atrybuty wymrang tworzy¢ hierarch¢ atrybutu
[10, 12]. Na rysunku 2. przedstawiono przyktadokostlke tréjwymiarowg z wymiarami
obszar, produkt i okres dla faktu wiefécsprzeday samochodéw w Polsce.
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Rys. 2. Kostka trojwymiarowa OLAP [7]

Operacje wykonywane na strukturach danych hurtmkréslane g za pomog
operatorow. Zatem zbior operacji (operatoréw) dlereperacije przetwarzania struktur
danych. Do podstawowych zalicza shkie, jak:

- wyznaczanie punktu centralnego (ammvoting majce za zadanie wskazanie
miary, ktéra jest interesgga dla uytkownika i wybranie dwéch wymiaréw, w
ktorych ma by ona reprezentowana. Na przyktad w wymiarze pradukt
reprezentycego samochodéw Fabia i wymiarze dealerzy zemdoy
prezentowana liczba sprzegasamochodow,

- rozwijanie wymiaru (angdrill — down) oznaczajce rozwijanie agregatu naezi
sktadowe, na przyklad sprzedaw poszczegoéinych braach, sprzeda w
poszczegoblnych kategoriach samochodéw, poszczegidingkresach. Jako
przyktad niech bda dane informacje o sprzedasamochodéw rinych marek, w
latach 1995, 1996, 1997, w poszczegdllnych miastAbly. sporadzenia analizy
sprzeday w poszczeg6inych miegiach w roku 1997, rozwijacshierarche okres
reprezentuyjca rok 1997. Analiza sprzeda w poszczegodlnych dniach danego
miesica jest maliwa po rozwinkciu hierarchii reprezentagej dany miesic,
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Rys. 3. Operacja rozwijania hierarchii wymiaru [7]
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- zwijanie (ang.roll — up) - operacja oznaczgja dla danego wymiaru zwijanie w
gore hierarchii wymiaru w celu prezentacjighkiszych agregatow,

- wycinanie (angslice and dicg— odpowiada operacji redukcji liczby wymiaréw, a
wiec zachodzi projekcja danych na wybranym podzbiorggmiaréw dla
wybranych wartéci innych wymiarow,

Rys. 4. Operacje wycinania danych wmgch wymiarach [7]

- obracanie — umdiwiajgce prezentowanie danych wenych uktadach,
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Rys. 5. Operacje obracania danych [7]

- rankowanie (angranking umazliwiajagce wybor pierwszych n elementéw, na
przykitad trzy najlepiej sprzedgie s¢ produkty w miegjcu styczniu,

- inne operacje, jak selekcja, procedury skiadowatee,

Zbior ograniczé integralndciowych okréla poprawnéé przechowywanych danych.
Ograniczenia integraldoiowe dla kostki wielowymiarowej nima podziek na dwie
grupy, jakimi g:

- ograniczenia integraldoiowe pojedynczej kostki danych (andntra cube
constraing, zwigzane z definicjami zammosci miedzy atrybutami wymiaréw,
wymiarami a miarami, oraz hierarchiami wymiarow,

- ograniczenia integraldoiowe pomgdzy kostkami danych (anginter cube
constrain$ okreslajgce zwizki pomiedzy dwoma hdz wiecej kostkami danych,
jak zaleznosci miedzy miarami kostek, wymiarami kostek, migednej kostki a
wymiarami innych kostek.
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Wynikiem wykonanych na danych operacji wielowymiaych analiz § informacije,
ktére przedstawione w postaci raportu <€ Ioyoze okaa sie wystarczajce dla menetkra
w procesie decyzyjnym. Ale mened mae zayczy¢ sobie wykonania dalszych
czynndci, zwigzanych z poszukiwaniem $wd tych informacji wiedzy. Woéwczas
uruchamiany jest data mining, czyli ,uzupelnienietgchnologii OLAP g w takiej
sytuacji techniki data mining, ktérych zadanient j&dzy innymi odkrywanie wzorcow i
trendéw w danych, trudnych do odkrycia innymi metodl

3. Techniki data mining

Data mining mae zostéd uruchomiony w dwéch sytuacjach: albo jako samddeie
zadanie zlecone przezyikownika zupetnie abstrahyg od hurtowni danych, realizowane
na przygotowanym uprzednio zbiorze danych, albm jaklejny krok po zakaczeniu
realizacji wielowymiarowych analiz w hurtowni datycna zestawie wygenerowanych
informacji. W obu przypadkach uzyskujemy ,na woj)” uzyteczry wiedz. Z punktu
widzenia data mining nie ma znaczenia, czy wpiktpierwszy czy drugi przypadek,
albowiem sposéb realizacji technik data mining jakt sam.

Istnieje wiele rénych technik data mining. Moa je uj¢ na przyktad nagpujgco
(por. [2], [3], [9]):

- odkrywanie zalenosci (ang.mining association rulgs

- wielopoziomowe uogdlnianie danych (amgulti-level data generalizatign

- klasyfikacja (angdata classificatiol,

- grupowanie (ang:lustering analysis

- odkrywanie podobigstw w oparciu o wzorce (angattern similarity search

- odkrywanie schematoéveiezek (angmining path traversal patterjs

Odkrywanie zalenosci w przypadku bazy danych o transakcjach przepdamaych w
sklepie lgdzie polegé na identyfikacji artykutow nabywanych razem (naystad mleko i
chleb). Jé&li A = {ay, &, ..., @} bedzie zbiorem elementéw reprezeatyjch artykuty w
sklepie, a T = {1, T,, ...., To} bedzie zbiorem transakcji reprezenjtym fakt zakupienia
dwoéch artykutdw, to oznaczae T, [ A. Je&li zatozymy, ze X [ A, wdéwczas o
transakcji T mazemy powiedzié, ze zawiera zbiér X wtedy i tylko wtedy, gdyX T;.
Zaleznosé te mazemy przedstawiw formie implikacji X =Y, gdzie X A, Y [ A, a
X NY=0. 0 zalenosci X = Y mozna powiedzié, ze posiada wiarygodié c (gdy c%
transakcji ze zbioru T zawietgych podzbidr X - zawiera rownigoodzbior Y) okrélajaca
site zaleznosci. Jeli s% transakcji ze zbioru T zawiera podzbiodr X I, wéwczas o
zalenoéci X =Y mozna powiedzié, ze ma wsparcie o wada s, informugce nas o
czestasci pojawiania si zaleznosci w bazie danych. Gtéwne zadanie algorytmu dataingi
to znalezienie silnych zaleoici, ktére charakteryzuje da wiarygodnéc i silne wsparcie,
a wiec zidentyfikowanie najwkszych zbioréw elementéw w bazie o wsparciu poejy
wyznaczonej granicy i wykorzystanie ich do wygemenia poszukiwanych zalmoici.
llustracg maze by tutaj algorytm Apriori [1]. Algorytm ten konstrueijzestaw rénych,
réwnolicznych podzbioréw, zimnych z elementéw transakcjedacych kandydatami na
podzbiory o wystarczago duzym wsparciu. W kolejnych iteracjach tworzorgp®dzbiory
(jedno-, dwu-, trojelementowe itd.)z @do utworzenia odpowiednio licznych podzbioréw z
wystarczajgco duzym wsparciem lub do momentu, gdy niezma utworzy podzbioréw w
kolejnej iteracji. Dla kadego zbioru kandydggego oblicza si wsparcie, a nagpnie
wybiera te, ktérych wsparcie jesteksze od zatzonego przezaytkownika.

Przyjmijmy, ze D bedzie zestawem podzbioréw kandyslyjch (po iteracji k), a L
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zestawem podzbiorow z/posiadajcych wystarczajce wsparcie. ZestawyRQ w kolejnej
iteracji algorytmu Apiori jest nagbujacy:
{XOY; X, Y OLg. IXnY |=k-1}. (1)

Kazdy podzbidr z zestawu, ) musi spetnia warunekze dowolny jego podzbiér (od 1
do k elementowy) posiada wystarcgag wsparcie, czyli znajdujegsiv dowolnym zestawie
od L, do L z poprzednich iteracji. Jako przykitad remy przyjé¢ baz danych do analizy
za pomog algorytmu Apriori. Algorytm Apriori znajduje reguitasocjacyjne w relacyjnej
bazie danych. Asocjagj pomidzy danymi nazywamy zaleos¢ implikacyjng
reprezentowan za pomog regut logicznych pakzonych zalenosciag — jesli X to Y.
Przykladem mge by¢: jesli garnitur to koszula, jdi buty to torebka, jéi ptaszcz to
apaszka. Przez wsparcie regulty w danym zbiorzemamy stosunek liczby zbioréw
zawierajcych dan reguk do liczby wszystkich zbioréw. ra wart@é wsparcia moe
zawier& informacje dotycace strategii dziatania firmy. Mma na tej podstawie ustali
rozmieszczenie towarow w sklepieslléowary po obnionej cenie rozmigimy pomedzy
produktami X i Y zachodzi di¢ prawdopodobiestwo, ze zostan zakupione pomimo
podwyzszenia ceny towaru Y.

Przykladem mge by transakcja opisana za pomoddentyfikatora transakcji T
(identyfikator klienta sklepu, data i godzina raob&zakupéw) oraz produkty zakupione w
ramach tej transakcji. W przypadku eksploracji adnyv bazie danych supermarketu
bedzie to znalezienie prawidtowo w kolejnaici kupowania rénych produktéw.

T,— |dentyf|kator Produkty
transakcji
1 P1 P3 P4
2 P2 P3P5
3 P1 P2 P3 P5
4 P2 P5

D, jest zestawem nagtujagcych podzbioréw: {P1}, {P2}, {P3}, {P4}, {P5}. Dlakazdego
podzbioru obliczamy wsparcie i eliminujemy te, ktdnaj najmniejsze wsparcie:

D. Ly

Podzbiory Wsparcie Podzbior Wsparcie
{P1} 2 y
{P2} 3 {P1} 2
{P3} 3 {P2} 3
{P4} 1 {P3} 3
{P5} 3 {P4} 3

W nastpnej iteracji bierzemy pod uwagvszystkie dwuelementowe i pegtijemy jak
poprzednio. W L otrzymujemy:

Podzbiory Wsparcie
{P1 P3} 2
{P2 P3} 2
{P2 P5} 3
{P3 P5} 2
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W trzeciej iteracji G zawiera podzbiory {P2 P3 P5}, dla ktérych wspamigosi 2. W
tej sytuacji algorytm Apriori kiczy swoje dziatanie, gaynie jest ju mazliwe utworzenie
dalszych iteraciji.

Innym jest algorytm GSP (angGeneralized Sequential Pattejnstuzacy do
odkrywania regut sekwencyjnych w bazie danych.d2ad pracy algorytmu wykonujegsi
wiele odczytéw baz danych, z ktérych pierwszym niela jest obliczenie wsparcia
poszczegodlnych pozycji, ebdagcego liczla sekwencji zawierggpych te pozycje. Po
pierwszym odczycie znang gednoelementowe zbiory €zte, a wgc pozycje majce
minimum wparcia. Nasgpnie algorytm startuje ze zbiorami wzorcéw estych
znalezionych w poprzedniej fazie. ¥ty nast¢pny wzorzec ma o jedrpozycg wiecej niz
ten, ktérym postiylismy si do jego wygenerowania. Wsparcie dla tych wzorcicea
si¢ podczas jednego petnego odczytu bazy danych, ewgla stwierdz, ktore wzorce
mozna uzndé potencjalnie za ¢ste i wykorzystd do generacji w nagbnym kroku.
Algorytm konczymy, gdy po kolejnym odczycie brak jest wzorc@ystych lub nie udato
si¢ wygenerowda nowych wzorcow potencjalnie gztych. Ograniczenia czasowe zrdane
z sekwenqaml (dotyeze bazy danych z przyktadu Apriori) togdzy innymi:

minimalna odlegté¢ (min-gap) — minimalna tddica czaséw wysgpien dwoch
kolejnych sekwencji, pozwakgja na sprowadzenie pewnego produktu, ktérego
wzrost jest bardzo prawdopodobny, ¢gdy obserwacji wynika wzrost innego
produktu,

- maksymalna odlegié (max-gap) — maksymalnazdica czaséw wysgpien dwéch
kolejnych pozycji wzorca sekwencji, ktéra pozwataodrzucenie klientéw, ktérzy
rzadko robi zakupy w naszym sklepie.

Algorytmy stuzgce do wielopoziomowego uogdlniania danych opréchaekrywania
zalenoéci mog zawierd elementy utatwiajce przeprowadzanie analiz takie jak na
przyktad [HAN96]: generowanie zaleosci zbudowanych na #Biych poziomach
abstrakcji, definiowanie giych minimalnych warti wsparcia dla rénych poziomoéw
hierarchii, warunkowe badanie zahesci na nzszym poziomie wowczas, gdy ta zales¢
posiada na wiyszym poziomie odpowiednie wsparcie.

Celem technik klasyfikacji jest znalezienie wspdycech charakterystycznychingd
obiektéw bazy danych i przypadkowanie ich do odpowiednich klas (grup), ktére
pozwoh odr&ni¢ je od pozostatych klas obiektow. Do konstruowaklasyfikacji mog,
by¢ wykorzystane régne metody klasyfikacyjne, na przykiad drzewa depyzyktérych
tworzenie odbywa siprzez rekurencyjny podziat zbioru na podzbiotyda uzyskania ich
jednorodnéci ze wzgtdu na przynalmoi¢ obiektéw do klas. Aby zbudowane drzewo
byto jak najmniejsze, dokonujecgego poradkowania, usuwaf te fragmenty, ktére maj
niewielkie znaczenie dla jako wynikdw klasyfikacji. Kady algorytm tworacy drzewo
decyzyjne musi rozwgeac trzy problemy [5]98, s. 170]:

- jak wybra& jedm Ilub kilka cech, w oparciu, o ktdre ngst podziat zbioru

obiektow,

- kiedy zakaczy¢ podziat powstatego podzbioru obiektéw, oraz

- w jaki sposOb przydzidliobiekty znajdujce st w lisciu drzewa do pewnej klasy.

Efektywnai¢ algorytmu zaley od sposobu podziatu zbioréw obiektow wezhach
drzewa, a wic pojedynczych cech lub ich kombinacji liniowychykéru dokonujemy w
oparciu o pewf miare jakosci podziatu (miary jednorodsoi lub zr&nicowania). W
przypadku miary jednoroddoi wybieramy podzial, ktéry maksymalizuje waito
stosowanej miary. Wybierg miary zré@nicowania — podziat, ktéry minimalizuje jej
wartas¢. Jéli przyjmiemy,ze O = {0, 0,, ...., G}- bedzie zbiorem obiektéw natecych do
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jednej z klas K Ky, ....., K, przy czym liczné¢ klasy K oznaczymy jako, } woéwczas dla
kazdego zbioru obiektow memy zbudowé wektor prawdopodobiestwa przynalenosci
do klas w postaci:

[1 12

P &
P=(P1 P2 ""’mz(ﬁ'ﬁ'""ﬁ)’ gd2|eZ:1:pi—l. 1)

Mozemy powiedzié, ze pewien zbior obiektow jest jednorodny, gdirl,...k p=1.
Natomiast jego maksymalne zrécowanie wysipuje wéwczas, gdyli=1,...,k p=% .

Grupowanie pozwala identyfikoweagrupy zdarzé lub podobnych do siebie obiektéw ze
wzgledu na kryteria. Wykorzystyg okreslony sposdb pomiaru odlegia (podobidistwa)
obiektéw w wielowymiarowe] przestrzeni cech, ima zbiér podzied na podzbiory tak,
aby zawieraly obiekty najbardziej do siebie podobhzna tu wykorzysta jedmy z
ponizszych technik:

- optymalno-iteracyjne (dokonujegespodziatu zbioru na k rog¢znych podzbiorow,

gdzie k jest podane przez badacza),

- hierarchiczne (w ramach ktérych skupienia tworhinarne drzewa, {cie

reprezentyj obiekty, a wzty ich grupy; skupienia wiszych poziomow zawieraj

w sobie skupienia nszych pozioméw),

- tworzgce skupienia nieroz¢zne (niektore obiekty ze zbioru mpgalee¢ do

wigcej niz jednej grupy) [5].
Technika odkrywania podolistw na podstawie wzorcow nagéeziej wykorzystywana jest
do analizy szeregéw czasowych, aavibiorow danych, w ktérych jednym z atrybutéw
jest czas dz inny atrybut zaleny od czasu. Mzemy mie tutaj do czynienia z dwoma
przypadkami: zapytaniami zgdganymi z okrélonym wzorcowym obiektem, ktérych celem
jest znalezienie obiektéw spetrgeych wczéniej zdefiniowane warunki dotygeze
podobigistwa do okréonego wzorcowego obiektu, lub zapytaniami porowoyni
wszystkie pary elementow ze sobktorych celem jest znalezienie par obiektow
spetiajcych okraélony przez aytkownika warunek podobiistwa [3, s. 866 - 883].

W rozproszonymsrodowisku pomgdzy dokumentami i obiektami utrzymywane s
pofaczenia, ktore utatwigjinteraktywny dosfp do nich. Zrozumienie wzorcéw depti
uzytkownikéw w takimsrodowisku nie tylko utatwia projektowania systenegz réwnie
prowadzi do podejmowania lepszych decyzji marketimgch. Uchwycenie wzorcéw
dostpu wytkownika w srodowiskach rozproszonych oklene jest mianem odkrywania
wzorcowsciezek powizan w sposob krzyowy.

Zanim odkryta wiedza zostanie przeznaczona:zytku, podlega ocenie (interpretaciji),
jaka jest jej weryfikacja. Weryfikacja ma na celu idgiktacje oraz skorygowanie takich
niepazadanych wiaciwosci wiedzy, jak niekompletridé i niespéjnéé. Obydwa rodzaje
anomalii wiedzy wysfpuja w réznym stopniu, zaleie od sposobu reprezentowania
wiedzy czy dziedziny, ktérej dotyczy. Ocena od&jywiedzy mae by realizowana na
dwa sposoby. Oceny m® dokona ekspert dziedzinowy i/lub nioa sporzdza® oceny w
sposob zautomatyzowany [14, s. 111]. Proces odeniadkrytej wiedzy sprowadzaesilo
wyznaczenia jej zgodsoi z zat@zeniami i celami data mining. Przyjmujes siazwyczaj
dwa podstawowe kryteria weryfikacji wiedzy, jakimikompletndé¢ oraz spojnéc [11].

Kompletn@¢ oznaczaze wiedza - bdgca do dyspozycji okétbonego podmiotu - jest
wystarczajca do generowania odpowiednich wnioskéw wyrjkggh z wyznaczonego
celu systemu. Ujmygg ten problem w rozumieniu bardziej intuicyjnym iedza kompletna
oznacza pokrycie” wszystkich nabwych przypadkéw, w jakich ddzie ona
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wykorzystywana (por. np. [11]). W praktyce — w szgalndci w odniesieniu do
generowanych baz wiedzy — mamy do czynienia z pewpgdzbiorem przeksztalconej
wiedzy dziedzinowej lub bazy wiedzy utworzonej nadstawie rozwjzywanych
probleméw, ktég mozemy uzné za kompleta wobec wykonywanych zada

Przyjmuje s¢ z kolei, ze baza wiedzy jestpojna jezeli w bazie faktow nie ma takich,
ktére dla okrélonych wiezéw spdéjndci (ang.consistency constraintsie pozwolityby na
realizacg celéw systemu. Wey spéjndci dotycz istotnych dla bazy wkaiwosci
strukturalnych jak przyktadowo wykluczania wiedkgnfliktowej czy redundantnej.sS
one dd¢ czesto ignorowane dla generowanych baz wiedzy.

Istniefg rézne techniki weryfikacji odkrytej wiedzy. Zaliczaesio nich takiej, jak [11]:

- podepcia  wykorzystujce tablice  decyzyjne (ang. decision-tablg

zaimplementowane w procesorze Expert System Checker B. J. Craguna i H.
J. Steudela [4]. Dla weryfikowanej bazy wiedzy jegiracowywana obszerna
tabela decyzyjna na podstawie zdefiniowanych re@tdra nasipnie podlega

podziatowi na podtabele dotygz zblizonych pod wzgldem zawartéci regut,

- zastosowaniemetawiedzy(ang. metaknowledde zaproponowanej przez L. J.
Morella 6. Wyodebnia on podczas weryfikacji spégio statycziy obok
dynamicznej, natomiast kompletitoweryfikuje podczas aktywizacji procedur
wnioskowania; cak®¥ weryfikacji konfrontuje z modelem bazy wiedzy
interpretowanym jako metawiedza,

- wykorzystaniegraféw zorientowanychang. directed graphy wprowadzonych
przez D. L. Nazaretha oraz M. H. Kennedy'ego [8htwia weryfikacje bazy
wiedzy poprzez klarownprezentagj zaleznosci miedzy regutami bazy. Podstaw
weryfikacji jest przygta klasyfikacja potencjalnych d¢#éw pojawiajcych s¢ w
regutach i dotyczcych strony leksykalnej, skiadniowej, strukturalnejaz
semantycznej,

- technika wykorzystuca tak zwane ,K-drzewa” (andk-tree), opracowane przez
Y. H. Suha i T. J. Murraya, odwolga s¢ do specyficznego przypadkirzew
decyzyjnych pozwala nie tylko na weryfikacje bazy wiedzy, alenaliwia
ponadto (w ograniczonym stopniu) jej udoskonal¢BléeMU94].

M. Owoc w ramach powszych technik wyr#nia przyrostow (stopniovy) weryfikacg
(ang. incremental verification Podejcie to stiy w zasadzie do waroiowania tych
elementéw wiedzy, ktére zostaty do niej wprowadzomeczasie p#niejszym - po
pierwotnej weryfikacji. Zapobiegato ma powtarzaniu, zdnych w takim konteicie,
procedur weryfikacji bazy wiedzy wcggej przetestowanej. Do grupy innych technik
zalicza maszynowe uczenisie procedur weryfikacyjnych (angmachine learning
approach. Technika ta polega na sukcesywnym testowaniwzyigpozyskiwanej przez
system poprzez wykrywanie nieprawidiodgd dotyczacych niekompletn@i oraz
formalnej poprawn¢ci regut bazy wiedzy. ldea uczenia polega na gemenq tak
zwanych wztéw poprawnéci bazy wiedzy [11].

Odkryta wiedza prezentowana jest memedwi wzadanej przez niego postaci. Stosowane
s3 rézne techniki wizualizacji, jak zestawienia tabelanye, wykresy, opisy, etc.

4. Podsumowanie
W artykule przedstawiono techniki przetwarzanialgiuir danych w hurtowni danych

oraz zaprezentowano techniki data mining odkrywaiézy z hurtowni danych. Naig
oczekiwa w nieodlegte] przyszkei pojawienia si standardévde jureoceny odkrytej
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wiedzy, albowiem jak na razie takowych brak.
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