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Streszczenie: Artykul przedstawia model prognozowania st¢zenia pylu PMI10 z
wykorzystaniem algorytmow genetycznych. Model ten jest drugim z kolei do prognozowania
pytu (poprzedni wykorzystywat jednokierunkowe sieci neuronowe) i stanowi podstawe do
budowy modelu samouczacego. Podczas budowy modelu uwzgledniono oddziatywanie
czynnikéw meteorologicznych, a do implementacji wykorzystano algorytm genetyczny ze
wzgledu na specyfike problemu prognozowania stezenia pytlu PM10. Nastepnie okreslono
optymalng konfiguracje algorytmu definiujac strukture osobnika oraz catej populacji, funkcje
przystosowania, a takze metody selekcji, krzyzowania oraz mutacji. W ostatnim kroku
okreslono prawdopodobienstwa krzyzowania i mutacji oraz czas zycia osobnikow(ilo§¢
generacji). Po zakonczeniu procesu budowy, algorytm zastosowano do prognozowania
stezenia pylu w powietrzu atmosferycznym na obszarze aglomeracji Gdanske;.
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1. Wprowadzenie

Projektowanie systemow dla potrzeb inteligentnych miast wymaga stosowania koncepcji
modeli samouczacych. Tylko takie modele i systemy beda w stanie przetwarzaé
niegraniczone zasoby danych, a jednoczes$nie stwarza¢ warunki do ich strojenia[1,2]. W
pracy proponuje si¢ podejscie przyrostowe do projektowania takich modeli w ramach ktérego
dziedzina jaka jest prognozowanie stezenia pylu jest analizowana z punktu widzenia dwu
niezaleznych mechanizmow przetwarzania: sieci neuronowych i algorytméw genetycznych.
W budowie tych modeli badane s3 mechanizmy uczenia i strojenia, aby znalez¢ zatozenia do
budowy modeli samouczacych.

W pracy opisano proces budowy mechanizmu prognostycznego bazujacego na
algorytmach genetycznych. Przedmiotem zainteresowan jest pyt zawieszony, ktory jest
mieszaning organicznych i nieorganicznych czastek statych, zawartych np. w spalinach
samochodow. W sktad pytu wchodzg czasteczki roznej wielkosci. Wyrdznia si¢ dwie gtowne
grupy: czastki o Srednicy do 10 mikrometrow(PM10) oraz 2,5 mikrometra(PM2,5). Czesciej
stosowang miarg poziomu zanieczyszczenia powietrza jest PM10 i dlatego stanie si¢
przedmiotem badan. Nieustannie nalezy kontrolowaé stezenie pylu zwieszonego lub nawet
staraC si¢ prognozowac jego przyszta warto$¢. Przewidywania takie mogg by¢ podstawa do
podejmowania dziatan operacyjnych, celem ktorych jest obnizenie wartosci
zanieczyszczenia powietrza w przypadku jej prognozowanego przekroczenia. W artykule
podjcta zostanie proba zbudowania modelu do przewidywania godzinowego poziomu
zanieczyszczenia powietrza pylem PM10 (24 godziny w przysztosé¢). Kolejnym krokiem
bedzie implementacja opracowanego modelu z wykorzystaniem algorytmow genetycznych.
Przy uzyciu wybranej technologii powinni$my otrzymac przewidywane st¢zenie PM10 w
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powietrzu z 24 godzinnym wyprzedzeniem, z mozliwg do zaakceptowania granicg btedu.
2. Budowa modelu do prognozowania pylu

Pierwszym etapem prac nad prognozowaniem poziomu zanieczyszczenia powietrza przez
pyt zawieszony PM10 bylo okreslenie parametréw wplywajacych na jego stezenie
(parametrow wejsciowych modelu). Stwierdzono, ze na przyszta warto$¢ pylu wptyw maja
wybrane warunki meteorologiczne oraz aktualny poziom PMI10. Podstawg do takiego
wniosku bylo przeprowadzenie analizy statystycznej wspotczynnika korelacji, pomiedzy
kolejnymi parametrami wejSciowymi oraz przewidywanym stezeniem PM10. Ponizej
przedstawiono tabele 1, zawierajaca opis wynikow ww. badania.

Tab. 1. Wplyw czynnikéw meteorologicznych na prognoze stezenie PM10[3]

Czynnik Wplyw na przyszta wartos¢ PM10

Temperatura Wazrost temperatury powoduje spadek poziomu pylu

Punkt rosy Poziom pytu maleje wraz ze wzrostem wartos$ci punktu rosy

Kierunek wiatru Istnieje wptyw kierunku wiatru na poziom pylu. Wiatr wiejacy z kierunku 315-45

stopni powoduje mniejsze wskazania poziomu pytu, natomiast wiejacy z
kierunkow 90-135 oraz 270-315 - wigksze.

Sita wiatru Przy stabym wietrze poziom pylu jest wigkszy, przy silnym wietrze — mniejszy.

Cisnienie atmosferyczne | Wzrost ci$nienia atmosferycznego powoduje wzrost poziomu PM10.

Wilgotno$¢ powietrza Zanieczyszczenie powietrza pylem ro$nie wraz ze wzrostem wilgotnosci
powietrza.

Na podstawie wynikoéw badan, stwierdzono, iz w prognozowaniu nalezy uwzgledni¢
podane w tabeli 1 czynniki meteorologiczne, uzupehiajac je o aktualne stgzenie PM10
zanieczyszczenia powietrza. Na wyj$ciu modelu, w oparciu o dane wejsciowe, powinno si¢
otrzymac¢ przewidywane stezenie PM10 w powietrzu po uptywie 24 godzin. Uproszczony
model przedstawiono na rysunku 1.

temperatura
punkt rosy

kierunek wiatru
prognozowanie prognozowany

sita wiatru ;
poziomu PM10 poziom PM10

cisnienie atmosferyczne
wilgotnos¢ powietrza

VRN

aktualny poziom PM10
Rys. 1. Model systemu do prognozowania pytu PM10

Na rysunku 1 przedstawiono struktur¢ modelu do prognozowania st¢zenia pylu PM10 z
24 godzinnym wyprzedzeniem. Zobrazowano 7 parametrow wejsciowych oraz 1 parametr
wyj$ciowy modelu.
3. Implementacja modelu — algorytm genetyczny

Algorytmy genetyczne sg to algorytmy, ktorych tworcy brali inspiracje ze srodowiska

naturalnego. Algorytmy te opieraja swoje dziatanie na podstawowych zasadach ewolucji,
takich jak selekcja, krzyzowanie, czy mutacja osobnikdéw. Zasady te zostang szczegdlowo
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opisane w dalszej czeSci artykutlu, w odniesieniu do problemu prognozowania PM10.

Algorytmy genetyczne stuza do znajdowania rozwigzan dla problemow, ktorych nie
mozna rozwigza¢ w wiclomianowym czasie, a wigc gtownie takich, dla ktérych nie ma
precyzyjnego, dedykowanego algorytmu. Przyktadem takich problemow moga byc
wszelkiego rodzaju problemy optymalizacyjne, symulacje czy prognozy, bazujace na wielu
niezaleznych parametrach wejSciowych. Korzystajac z tej wtasnosci, podjeta zostata proba
wykorzystania algorytmu genetycznego do przewidywania przysztego stgzenia PM10.

Idea proponowanego rozwigzania jest taka, iz algorytm genetyczny zostanie
wykorzystany do znalezienia wag, przez ktore ostatecznie bedg przemnozone parametry
wejsciowe. Wymnozone sktadniki zostang zsumowane i wygenerujg przewidywany poziom
zawartosci PM10 w powietrzu atmosferycznym (rysunek 2).

parametry wagi ustalone
wejsciowe przez algorytm

temperatura | * | waga 1
punkt rosy | = | waga 2
kierunek wiatru | » | waga 3
" prognozowany

sita wiatru | = | waga 4 e poziom PM10
ci$nienie atmosferyczne | * | waga 5

wilgotno$é powietrza | * | waga 6

aktualny poziom PM10 | = | waga 7

Rys. 2. Schemat prognozowania poziomu PM10

Na rysunku 2 przedstawiono zasade¢ dziatania algorytmu do prognozowania stezenia pytu
PM10. Parametry zgrupowane pierwsza ramg zostang kolejno przemnozone przez kolejne
wagi z drugiej ramy. W nastgpnym kroku wyniki mnozenia zostang zsumowane generujac
przewidywane stezenie pytu PM10. Wagi z drugiej ramy beda wygenerowane przez algorytm
genetyczny.

4. Konfiguracja algorytmu genetycznego dla prognozowania poziomu zawarto$ci pylu
PM10

4.1. Populacja

Istotnym elementem, ktory nalezy okresli¢ dla algorytmu genetycznego jest populacja
osobnikow, czyli opis, 1l0$¢ oraz stan poczatkowy osobnikéw w populacji. Dla opisywanego
problemu prognozowania, kazdy osobnik powinien posiada¢ 7 chromosomoéw,
odpowiadajacych wagom, przez ktore zostang przemnozone kolejne parametry wejsciowe.

Wielko$¢ populacji powinna by¢ na tyle duza, zeby wszystkie procesy takie jak np.
krzyzowanie przebiegaly bez zaktocen, czyli zeby réznorodnos¢ osobnikow w populacji,
podlegajacych selekcji, byta na wysokim poziomie. Nalezy rowniez pamigtaé o tym, aby nie
byta zbyt duza, poniewaz moze to spowodowa¢ wolng pracg algorytmu. Metoda
eksperymentalng okreslono poczatkowa wielko$¢ populacji na 200 oraz maksymalng ilos¢
tworzonych w nowej generacji osobnikéw na 50, ktore byly wystarczajace, aby zwracaé
odpowiednio zréznicowane wyniki, ale nie obcigzaé¢ zbytnio algorytmu.

Uruchamiajac algorytm, pierwszym krokiem jest wygenerowanie populacji poczgtkowej,
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ktora sklada si¢ z osobnikéw o losowo dobranych cechach. Ma to zapewnié roznorodnosé
populacji przy tworzeniu kolejnych pokolen. Wszystkie cechy osobnikoéw zostaty dobrane
losowo, jako liczby rzeczywiste z przedziatu od -1 do 1.

4.2. Funkcja przystosowania

Waznym elementem, bez ktdrego algorytm genetyczny nie bedzie dziatat poprawnie jest
definicja funkcji przystosowania. Funkcja ta jest wykorzystywana do okre$lenia, jakie szanse
na przezycie ma dany osobnik. Dla kazdego problemu, funkcja przystosowania jest
definiowana indywidualnie. Dla problemu prognozowania funkcja ta zwrdci, jaki jest btad
prognozowania generowany przez przypisane do danego osobnika wagi. Wagi zostang
przemnozone przez warto$ci pobrane ze zbioru testujacego.

Zbior testujacy sktada si¢ z danych pomiarowych obejmujacych pelne 2 lata
kalendarzowe. Zawiera wartosci odpowiadajace wszystkim parametrom wejSciowym
modelu oraz zaobserwowane stgzenie pylu PM10 po 24 godzinach.

Dane testujgce skladaja si¢ z 8 kolumn. Kolejne kolumny odpowiadaja odpowiednio:
aktualnemu stezeniu pylu PM10, temperaturze, punkowi rosy, wilgotnosci powietrza,
ci$nieniu atmosferycznemu, kierunkowi wiatru, sile wiatru oraz wartosci pytu PM10 po 24
godzinach. Tak przygotowane dane mogg w tatwy sposob postuzy¢ do sprawdzenia
przystosowania osobnikow w populacji.

Zrédtem informacji o zawartoéci pytu PM10 byta baza danych otrzymana przez fundacje
ARMAAG, natomiast dane meteorologiczne zostaly pobrane z otwartego zrodta w sieci
internet. Stacja pomiarowa PM10 jest umiejscowiona przy ulicy Ostrzyckiej w Gdansku
(dzielnica Szadoétki). Punkt pomiaré6w meteorologicznych znajduje si¢ na lotnisku w
gdanskim Rebichowie. Wybor wyzej wymienionych stacji nie byt przypadkowy. Starano si¢
dobrac¢ stacje tak, aby odlegto$¢ migdzy nimi byta jak najmniejsza. Stosujac ten zabieg mozna
byto uzyska¢ podobne warunki na obu stacjach.

4.3. Proces selekcji

Kolejnym istotnym elementem algorytmu genetycznego jest selekcja osobnikow. Dzigki
niej mozemy wybraé osobniki kwalifikujace si¢ do budowy kolejnej generacji. Mozemy
wyr6zni¢ dwie strategie oceny populacji: Pittsburgh oraz Michigan [4]. Strategia Pittsburgh
polega na tym, iz ocenie podlega cata populacja, a osobniki wspotpracuja ze soba, aby jak
najbardziej zblizy¢ si¢ do osiagni¢cia celu. Druga strategia — Michigan — zaktada zupelnie
inne podejécie. Osobniki w populacji rywalizujg ze sobg o przetrwanie i sg oceniane
indywidualnie. Podczas projektowania algorytmu do prognozowania pylu wykorzystamy
podejécie Michigan, a wigc bedziemy starali si¢ znalez¢ takiego osobnika, ktdrego wagi
zwracajg najmniejszy btad predykcji.

Istotnym przy tworzeniu kolejnych generacji, jest nie dopusci¢ do wpadnigcia w
minimum lokalne, czyli sytuacji, w ktorej algorytm stwierdzi, ze znalazt najlepsze
rozwigzanie, jednak bedzie istnialo inne, lepsze. Dzieje si¢ tak, gdy funkcja przystosowania
dla osobnikow w populacji zaczyna zwracac¢ zbiezne wyniki. Oznacza to, iz nalezy jako$
zabezpieczy¢ algorytm przed tym zjawiskiem. Istnieje kilka metod selekcii,
wykorzystywanych w algorytmach genetycznych.

Pierwsza sprawdzong metodg selekcji, bytla metoda ruletki. W metodzie tej,
prawdopodobienstwo wylosowania osobnikéw do reprodukciji w kolejnym pokoleniu, réwne
jest ich przystosowaniu. Osobniki z lepszym przystosowaniem maja wigksza szans¢ na
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przekazanie genow kolejnym pokoleniom [5]. Prawdopodobienstwo wylosowania
przedstawia wzoér 1 [6].

pi=1 (1)

F

gdzie: p; —prawdopodobienstwo wylosowania osobnika i
fi — ocena przystosowania osobnika i
F — suma przystosowan wszystkich osobnikow
y

Nalezy pamieta¢, iz metoda ruletki zadziata poprawnie, tylko, gdy miary oceny
dostosowania osobnikow beda wigksze lub rowne zero. Z kazda metoda, bazujaca na
prawdopodobienstwie, wigze si¢ pewien btad stochastyczny. Dla metody ruletki wariancja
tego btedu wynosi (wzor 2)[2]:

of =nxp,x(1-p,) )

gdzie: M —rozmiar populacji

Modyfikacja metody ruletki jest metoda rangowa. Jest ona bardzo podobna do metody
ruletki - osobniki w populacji sg posortowane wg. oceny przystosowania, ale miarg
dostosowania osobnikow sg rangi. Prawdopodobienstwo wyboru osobnikéw do reprodukcji
odbywa si¢ na podstawie nadanych rang. Skutkiem operowania na rangach, a nie na
prawdopodobienstwach jest wyeliminowanie przypadku, gdy jeden osobnik bedzie miat
bardzo dobre przystosowanie, natomiast pozostate osobniki stabe. Nie wystapi wtedy
sytuacja, ze ,,dobry” osobnik bedzie wybierany prawie zawsze, a pozostale prawie nigdy
(rysunek 3), a wiec przypadek wpadnigcia w minimum lokalne.

p1 p2psps - Pn
Rys. 3. Przypadek wpadnigcia w minimum lokalne

Rysunek 3 obrazuje problem wpadnigcia w minimum lokalne, ktéry moze wystapi¢ w
metodzie  ruletki.  Catkowite  prawdopodobienstwo  zostalo  podzielone na
prawdopodobienstwa wylosowania kolejnych osobnikoéw (pl, p2, ..., pn). Do opisywanej
sytuacji moze dojs¢, gdy ktory$ z osobnikow, po losowym dobraniu wag, uzyska wysoki
wynik przystosowania, a tym samym wysokie prawdopodobienstwa wylosowania do
generowania nowych osobnikow (p1). Suma prawdopodobienstw wylosowania pozostatych
osobnikow (p2, p3, p4, ... pn) bedzie mniejsza od prawdopodobienstwa osobnika najlepiej
przystosowanego (p1) i bedzie on prawie zawsze wybierany do reprodukcji, a wige algorytm
zacznie generowac zbiezne wyniki. Rozwigzaniem tego problemu jest opisana wczesniej
metoda rangowa.

Kolejng sprawdzong metodg selekcji jest metoda turniejowa. W metodzie tej, sortujemy
populacjc w sposob losowy, aby zapewni¢ jednakowe szanse na przezycie kazdemu
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osobnikowi. Nastepnie dzielimy osobniki na male grupy i w kazdej z nich wybieramy po dwa
najlepiej przystosowane [7]. Wyselekcjonowane osobniki bgda uczestniczyly w procesie
reprodukcji. Metoda ta posiada kilka zalet. Po pierwsze, w kolejnych iteracjach
przystosowanie populacji nie pogarsza si¢, a w najgorszym przypadku moze pozosta¢ na tym
samym poziomie. Drugg zaletg jest réznorodno$¢ generowanej populacji i eliminacja
problemu wczesnej zbieznosci. Kazdy osobnik w danej iteracji, moze wygenerowac tylko
jednego osobnika generacji nastgpnej. Wada tej metody jest to, iz dgzenie do wygenerowania
rozwigzania optymalnego nastgpuje dos¢ powoli.

Porownanie metod rangowej oraz turniejowej dla prognozowania poziomu pylu PM10
przedstawiono w ponizszej tabeli 2.

Tab. 2. Poréwnanie metod rangowej oraz turniejowej do prognozowania poziomu PM10

Metoda rangowa Metoda turniejowa
Btad minimalny 5,7455 5,6912
Btad $redni 6,1740 6,6086
Btad < 5pg/m? (% osobnikow) 50,1194 48,6815
Btad < 10pg/m? (% osobnikdw) 82,8155 79,3769
Btad < 15pug/m? (% osobnikdw) 93,8919 91,8673

Obie metody (rangowa oraz turniejowa) zostaty przebadane przy jednakowej konfiguracji
algorytmu, tak, aby zachowac obiektywne $rodowisko poréwnawcze. Na podstawie
wynikow badania mozemy stwierdzié, iz metoda rangowa lepiej nadaje si¢ jako metoda
selekcji algorytmu genetycznego dla problemu prognozowania, niz metoda turniejowa.
Pomimo tego, iz przy zastosowaniu metody turniejowej minimalny btad jest mniejszy niz
przy drugiej metodzie, to Sredni btad uzyskany dla metody rangowej jest juz znacznie
mniejszy. Z tego tez powodu metoda selekcji, ktéra zostanie zastosowana w algorytmie
genetycznym do prognozowania zawartosci pytu PM10 w powietrzu, bedzie metoda
rangowa.

4.4. Proces krzyzowania

Kolejnym krokiem, po wybraniu najlepiej rokujacych osobnikow, ktéry nalezy
przeprowadzic jest proces krzyzowania, w wyniku ktérego powstanie nowy osobnik. Istnieje
wiele uniwersalnych metod krzyzowania, jednak sg to tylko pewnego rodzaju ramy. Mozna
z nich korzysta¢, jednak krzyzowanie nalezy zaprojektowaé indywidualnie dla danego
problemu. Zwigzane jest to z oryginalng budowa osobnikdéw wystepujacych w populacji.
PrzyjeliSmy weczesniej, iz kazdy osobnik, bedzie opisany 7 liczbami rzeczywistymi.
Zatozono, iz mozna podja¢ probe skrzyzowania osobnikéw na dwa sposoby.

Pierwszy z nich polega na losowym wyborze miejsca przecigcia zbioru chromosomow
opisujacych osobnika rozdzielajac go na dwa podzbiory, pobrania wag z pierwszego
podzbioru jednego osobnika, a nastgpnie dopelnienia wagami z drugiego podzbioru,
drugiego osobnika. W ten sposdb powstanie potomek, skladajacy si¢ z czgsci cech
pochodzacych od obu osobnikow.

Drugi sposob krzyzowania polega na budowie potomka, ktorego wagi beda Srednimi wag
rodzicow. Poréwnanie obu metod krzyzowania przedstawiono w tabeli 3.
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Tab. 3. Poréwnanie metod krzyzowania: podzbioréw oraz $rednich.

Metoda podzbiorow Metoda $rednich
Btad minimalny 5,7552 5,6727
Btad $redni 7,4107 6,0467
Btad < 5pg/m? (% osobnikow) 53,5537 53,9818
Btad < 10pg/m? (% osobnikdw) 85,8245 87,1311
Btad < 15pug/m? (% osobnikdw) 94,9538 94,8018

Badania metod krzyzowania przeprowadzone zostaly przy takich samych parametrach
konfiguracyjnych algorytmu. Na podstawie tabeli powyzej, mozemy wywnioskowac, iz dla
problemu prognozowania stgzenia pylu PM10, metoda $rednich generuje lepsze wyniki.
Sredni btad prognozowania przy wykorzystaniu metody $rednich wyniést 6,0467 pg/m?,
natomiast dla metody podzbioréw 7,4107ug/m>. Blad minimalny jest rowniez mniejszy dla
metody $rednich, a odsetek osobnikéw z btedem ponizej 10ug/m* wigkszy. W zwigzku z
powyzszym metoda $rednich zostata wybrana, jako metoda krzyzowania w projektowanym
algorytmie.

4.5. Proces mutacji

Zastosowanie w algorytmie tylko procesu krzyzowania, moze powodowaé znajdowanie
nieoptymalnego rozwigzania, poprzez wpadanie w minima lokalne. Nalezy wprowadzi¢
pewien mechanizm losowosci podczas generowania nowych osobnikéow, ktory spowoduje
wyskoczenie z takiego minimum. Do tego stuzy mutacja osobnikow. Podobnie jak w
srodowisku naturalnym, mutacja moze przynie$¢ korzysci, tworzac osobnika z cechami
lepszymi niz rodzic, lub strate, generujgc osobnika stabiej przystosowanego. Proces mutacji,
polega na zamianie okreslonej liczby chromosoméw nowymi, losowymi chromosomami[8].

Metode t¢ wprowadzono w algorytmie, oraz zbadano liczb¢ wag(chromosomow), ktore
nalezy zamieni¢, aby otrzymac najlepsze rozwiazanie. Ponizej przedstawiono tabele 4,
przedstawiajaca wyniki przeprowadzonego badania.

Tab. 4. Wyniki badania ilosci nowych chromosoméw podczas procesu mutacji

Ilo$¢ nowych chromosomow

1 2 3 4 5 6 7
Btad minimalny | 5,6882 5,6374 5,5254 5,5724 5,5497 5,5305 5,6151
Btad $redni 6,5758 6,2532 5,8664 5,9886 5,9455 5,8708 5,9759
Btlad < Spg/m? 51,2109 55,5474 57,4879 53,8691 55,2095 57,1976 55,8009
(% osobnikow)
Blad < 10pg/m® | 86,8946 86,4384 86,5510 87,4521 87,1086 86,4947 87,1874
(% osobnikow)
Blad < 15pg/m® | 96,2661 94,4301 95,1284 95,6522 95,2861 94,5427 94,3625
(% osobnikow)

Badanie zostato przeprowadzone dla jednakowej konfiguracji algorytmu genetycznego.
Na podstawie powyzszej tabeli, mozemy wywnioskowac, iz algorytm prognozuje najlepiej
(z najmniejszym bledem), podczas mutacji z podmiang 3 chromosoméw. Blad minimalny
oraz $redni jest najmniejszy, a odsetek osobnikéw w przedziatach do 5 i 10ug/m’® jest
najwigkszy. W zwigzku z powyzszym, mutacja z wprowadzeniem 3 losowych
chromosomow zostanie zastosowana w tworzonym algorytmie.
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4.6. Podsumowanie konfiguracji

Na tym etapie tworzenia algorytmu okreslono wszystkie podstawowe elementy,
wchodzace w jego sklad. Ustalono budoweg osobnika, wielko$¢ populacji, funkcje
przystosowania, metody selekcji, krzyzowania oraz mutacji. Szczegdly konfiguracji
przedstawiono ponizej w tabeli 5.

Tab. 5. Szczegdtowa konfiguracja algorytmu genetycznego

Element konfiguracji Konfiguracja

Budowa osobnika Sktada si¢ z 7 wag, bedacych mnoznikami parametrow wejsciowych

Wielko$¢ populacji 200 osobnikow

poczatkowej

Maksymalna ilos¢ 50 osobnikow

osobnikow generowanych

Funkcja przystosowania Korzystajac ze zbioru testujacego, okresla na podstawie wag danego osobnika,
jaki jest btad przez niego generowany

Metoda selekcji Metoda rangowa

Metoda krzyzowania Wagi potomka jako $rednie z wag rodzicow

Metoda mutacji Modyfikacja 3 losowych chromosoméw rodzica

Schemat krokowy dziatania algorytmu do prognozowania poziomu zawartosci pytu
PM10 z wykorzystaniem algorytmu genetycznego:

Krok 1. Generowanie populacji poczatkowej

Krok 2. Wyzerowanie licznika generowanych osobnikoéw

Krok 3. Obliczenie przystosowania osobnikow

Krok 4. Generowanie z okreslonym prawdopodobienstwem nowego osobnika poprzez
krzyzowanie 2 innych (wyselekcjonowanych)

Krok 5. Generowanie z okreslonym prawdopodobienstwem nowego osobnika poprzez

mutacj¢ innego (wyselekcjonowanego)
[Jezeli wygenerowano mniej niz 50 osobnikow - idz do 'Krok 3']

Krok 6. Usunigcie osobnikow nie nadajacych si¢ do przezycia
[Jezeli stworzono mniej niz 500 generacji - idz do 'Krok 2']
Krok 7. Zwroécenie wyniku dziatania algorytmu

4.7. Proces ewolucji

Podstawg dziatania algorytmow genetycznych jest proces ewolucji. Wraz z kolejnymi
pokoleniami powstaja osobniki lepiej przystosowane do przezycia, czyli w naszym
przypadku lepiej odzwierciedlajace poziom zawartosci pylu PM10. Podstawowa wersja
algorytmu genetycznego, podczas tworzenia nowej generacji osobnikow, zastgpuje starg
generacje. Algorytm do prognozowania poziomu pytlu PM10 zostat rozszerzony o mozliwo$¢
zycia osobnikow przez kilka generacji. W wyniku czego, zaistniata mozliwo$¢ korzystania z
cech dobrze przystosowanych osobnikoéw przez kilka pokolen. Nalezato przeprowadzié¢
badania jaki jest efektywny(zwracajacy najmniejszy blad prognozowania) czas zycia
osobnikow(ilo$¢ generacji). Ponizej zamieszczono tabele 6 przedstawiajaca efekty badan nad
efektywnym czasem zycia osobnikow.
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Tab. 6. Wyniki badania czasu zycia osobnikow

Czas zycia | Blad Btad §redni | Btad <5pg/m’ (% | Blad < 10pg/m’ Btlad < 15pg/m?
minimalny 0sobnikow) (% osobnikow) (% osobnikow)

0 >1000 >1000 0,0056 0,0056 0,0056

1 5,5157 6,3344 42,4814 73,3724 87,745

2 5,487 6,0855 50,3267 81,8597 92,3688

3 5,5109 5,8592 47,6008 83,0536 93,6585

4 5,4971 5,8358 50,2703 83,7914 92,3137

5 5,478 5,7983 50,1408 84,2363 93,6528

6 5,4885 5,7459 50,6251 84,9121 93,6641

7 5,5013 5,7254 51,7177 85,2895 93,4726

8 5,4963 5,7667 51,1771 84,9403 93,7993

Na podstawie wynikow z tabeli 6 mozemy stwierdzi¢, iz dodanie parametru czasu zycia
osobnikow, istotnie wplyngto na dziatanie algorytmu. W poczatkowym etapie badania
sprawdzono czas zycia w zakresie od 0 do 8 generacji, poniewaz wickszy wydaje si¢ by¢
nienaturalny (gdyby stwierdzono, iz goérna granica jest zbyt niska, zakres zostatby
rozszerzony). Mozna zauwazyc¢, iz wyniki dla réznych czasoéw zycia nieznacznie si¢ roznia,
jednak najlepsze wyniki uzyskano dla czasu zycia rownego 7 generacji. Blad sredni wyniost
5,7254 ug/m’, a odsetek osobnikoéw z bledami ponizej 5 i 10pug/m?® jest najwiekszy wérod
innych badanych przypadkéw. W zwigzku z powyzszym, czas zycia rowny 7 generacji
zostanie zastosowany podczas realizacji algorytmu.

4.8. Prawdopodobienstwo krzyzowania i mutacji

Ostatnig czynno$cig, ktorg nalezalo przeprowadzié, bylo ustalenie, z jakim
prawdopodobienstwem w kazdej iteracji, przeprowadzaé procesy krzyzowania oraz mutacji.
W tym celu przeprowadzono badanie dla wczes$niej ustalonej konfiguracji algorytmu, w
ktorym sprawdzono permutacje dwoch zbiorow (M = {10%, 20%, 30%, 40%, 50%, 60%,
70%, 80%, 90%, 100%}, K = {10%, 20%, 30%, 40%, 50%, 60%, 70%, 80%, 90%, 100%})
odpowiadajacych prawdopodobienstwom mutacji oraz krzyzowania osobnikéw. Ponizej
zamieszczono tabele 7, przedstawiajacg biedy prognozowana pylu PMI10 algorytmu
genetycznego, dla wszystkich mozliwosci prawdopodobienstwa mutacji oraz krzyzowania
(Btad — procentowy udzial w catosci).

Tab. 7. Badanie prawdopodobienstwa mutacji i krzyzowania osobnikow

Min |Bfad |Bfad | Btad Sred Min | Bfad Blad | Blad Sred
Mut/ [ng/ |<5 <10 |<15 |[ug/ |Mut/ [ng/ |<5 <10 [<15 |[ug/
Krzyz m]  |pg/m’ |pg/m’ |pg/m® |m’] | Krzyz m'] | pg/m’ | pg/m’ | pg/m’ | m’]
10%/10% | 5,577 | 57,288 | 85,819 | 94,188 | 6,515 | 60%/10% | 5,524 | 57,474 | 86,450 | 94,577 | 6,429
10%/20% | 5,675 | 54,584 | 87,041 | 94,351 | 6,363 | 60%/20% | 5,631 | 54,613 | 86,005 | 95,410 | 6,012
10%/30% | 5,719 | 55,311 | 85,864 | 93,895 | 6,582 | 60%/30% | 5,657 | 58,020 | 85,290 | 93,473 | 5,946
10%/40% | 5,690 | 51,718 | 87,334 | 95,686 | 6,792 | 60%/40% | 5,622 | 55,035 | 87,199 | 94,599 | 5,873
10%/50% | 5,617 | 55,018 | 87,154 | 94,976 | 6,483 | 60%/50% | 5,632 | 53,086 | 87,199 [ 95,579 | 5,914
10%/60% | 5,548 | 56,629 | 87,221 | 94,424 | 6,823 | 60%/60% | 5,606 | 57,057 | 85,701 | 94,149 | 5,873
10%/70% | 5,602 | 56,629 | 86,343 | 94,334 | 6,444 | 60%/70% | 5,516 | 55,615 | 87,430 | 95,309 | 5,813
10%/80% | 5,734 | 53,283 | 87,255 | 94,379 | 6,682 | 60%/80% | 5,536 | 55,074 | 87,908 | 95,140 | 5,819
10%/90% | 5,740 | 53,323 | 87,086 | 94,554 | 6,639 | 60%/90% | 5,532 | 57,417 | 86,467 | 94,402 | 5,828
10%/100% | 5,629 | 54,241 | 87,300 | 94,740 | 6,435 | 60%/100% | 5,501 | 56,955 | 87,447 | 94,796 | 5,859
20%/10% | 5,655 | 54,128 | 87,621 | 94,526 | 6,229 | 70%/10% | 5,529 | 54,314 | 87,728 | 95,709 | 6,345
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20%/20% | 5,652 | 55,379 | 86,236 | 94,475 | 6,203 | 70%/20% | 5,725 | 53,790 | 85,982 | 94,954 | 6,171
20%/30% | 5,562 | 54,815 | 87,582 | 95,314 | 6,048 | 70%/30% | 5,659 | 54,584 | 87,013 | 94,678 | 5,960
20%/40% | 5,545 | 54,905 | 87,756 | 95,044 | 6,066 | 70%/40% | 5,594 | 53,075 | 87,323 | 95,934 | 5,929
20%/50% | 5,589 | 55,350 | 87,024 | 94,903 | 6,051 | 70%/50% | 5,543 | 56,161 | 87,340 | 94,588 | 5,871
20%/60% | 5,655 53,357 | 87,801 | 94,993 | 6,421 | 70%/60% | 5,648 | 53,424 | 87,362 | 95,264 | 5,887
20%/70% | 5,559 | 56,043 | 87,424 | 94,582 | 6,080 | 70%/70% | 5,573 | 56,297 | 86,720 | 94,548 | 5,816
20%/80% | 5,606 | 55,576 | 86,979 | 94,334 | 6,355 | 70%/80% | 5,518 | 55,671 | 87,334 | 95,303 | 5,801
20%/90% | 5,582 | 54,562 | 87,672 | 95,095 | 6,328 | 70%/90% | 5,567 | 55,570 | 87,103 | 94,655 | 5,748
20%/100% | 5,617 | 55,356 | 87,165 | 94,458 | 6,057 | 70%/100% | 5,552 | 53,903 | 87,846 | 95,714 | 5,847
30%/10% | 5,695 55,790 | 86,151 | 93,918 | 6,323 | 80%/10% | 5,727 | 54,365 | 86,444 | 94,323 | 6,292
30%/20% | 5,640 | 53,588 | 87,233 | 95,264 | 6,221 | 80%/20% | 5,606 | 54,185 | 87,176 | 95,292 | 6,137
30%/30% | 5,581 | 56,848 | 86,681 | 94,239 | 6,086 | 80%/30% | 5,625 | 52,427 | 87,525 | 95,883 | 5,994
30%/40% | 5,610 | 53,441 | 87,486 | 95,331 | 6,114 | 80%/40% | 5,600 | 55,091 | 86,523 | 95,117 | 5,853
30%/50% | 5,570 | 53,824 | 87,458 | 95,725 | 5,971 | 80%/50% | 5,608 | 55,283 | 87,373 | 94,638 | 5,816
30%/60% | 5,546 | 56,634 | 87,233 | 94,543 | 6,050 | 80%/60% | 5,580 | 54,004 | 87,492 | 95,489 | 5,724
30%/70% | 5,527 | 54,928 | 87,751 | 95,247 | 5,863 | 80%/70% | 5,573 | 56,133 | 86,681 | 94,548 | 5,792
30%/80% | 5,533 56,190 | 87,447 | 94,627 | 5,981 | 80%/80% | 5,585 | 54,573 | 87,030 | 95,309 | 5,790
30%/90% | 5,614 | 53,666 | 87,672 | 95,326 | 6,018 | 80%/90% | 5,535 | 56,184 | 87,075 | 95,123 | 5,760
30%/100% | 5,568 | 54,691 | 87,886 | 94,903 | 5,975 | 80%/100% | 5,517 | 56,432 | 87,441 | 94,740 | 5,732
40%/10% | 5,567 | 56,342 | 86,866 | 94,531 | 6,267 | 90%/10% | 5,765 | 52,619 | 86,568 | 95,010 | 6,404
40%/20% | 5,660 | 55,046 | 86,844 | 94,329 | 6,190 | 90%/20% | 5,517 | 56,049 | 87,272 | 95,061 | 6,087
40%/30% | 5,655 | 56,122 | 85,554 | 94,498 | 5,899 | 90%/30% | 5,557 | 55,317 | 87,278 | 95,044 | 5,976
40%/40% | 5,584 | 54,235 | 86,883 | 95,556 | 6,008 | 90%/40% | 5,552 | 55,159 | 87,768 | 95,151 | 5,971
40%/50% | 5,630 | 55,469 | 86,985 | 94,256 | 5,863 | 90%/50% | 5,590 | 54,528 | 87,616 | 95,134 | 5,938
40%/60% | 5,507 | 56,178 | 87,283 | 95,072 | 5,992 | 90%/60% | 5,551 | 54,477 | 87,768 | 95,174 | 5,905
40%/70% | 5,555 | 55,108 | 87,745 | 95,050 | 5,865 | 90%/70% | 5,520 | 56,854 | 86,912 | 94,779 | 5,855
40%/80% | 5,589 | 54,292 | 88,179 | 94,965 | 5,903 | 90%/80% | 5,554 | 55,429 | 87,413 | 94,920 | 5,722
40%/90% | 5,565 | 53,407 | 87,689 | 95,855 | 6,024 | 90%/90% | 5,532 | 55,739 | 87,723 | 95,005 | 5,739
40%/100% | 5,566 | 54,156 | 87,559 | 95,748 | 5,886 | 90%/100% | 5,537 | 55,390 | 87,255 | 95,444 | 5,760
50%/10% | 5,579 | 54,489 | 87,097 | 95,489 | 6,409 | 100%/10% | 5,549 | 54,810 | 87,649 | 95,219 | 6,258
50%/20% | 5,603 | 55,654 | 87,064 | 94,661 | 6,041 | 100%/20% | 5,652 | 54,461 | 85,813 | 95,281 | 6,040
50%/30% | 5,527 55,823 | 87,644 | 95,033 | 6,005 | 100%/30% | 5,624 | 53,464 | 87,052 | 95,782 | 6,067
50%/40% | 5,559 | 55,959 | 86,979 | 94,689 | 5,951 | 100%/40% | 5,581 | 57,592 | 85,971 | 94,109 | 5,925
50%/50% | 5,571 | 55,435 | 87,565 | 94,841 | 5,969 | 100%/50% | 5,564 | 54,117 | 87,925 | 95,399 | 5,836
50%/60% | 5,631 | 53,987 | 87,537 | 95,005 | 5,858 | 100%/60% | 5,514 | 55,649 | 87,723 | 95,078 | 5,815
50%/70% | 5,606 | 54,950 | 86,495 | 95,050 | 5,832 | 100%/70% | 5,557 | 57,693 | 85,813 | 94,278 | 5,808
50%/80% | 5,517 54,798 | 87,914 | 95,489 | 5,864 | 100%/80% | 5,587 | 54,061 | 87,294 | 95,202 | 5,865
50%/90% | 5,558 | 55,255 | 87,830 | 94,971 | 5,840 | 100%/90% | 5,580 | 55,379 | 87,435 | 94,734 | 5,786
50%/100% | 5,553 | 56,516 | 87,199 | 94,610 | 5,808 | 100/100% | 5,559 | 57,485 | 86,360 | 94,216 | 5,780

Na podstawie zamieszczonej tabeli 7, mozna stwierdzi¢, iz zastosowanie réznych
warto$ci prawdopodobienstwa mutacji oraz krzyzowania, inaczej wptywa na wysoko$¢ bledu
prognozowania. Algorytm znajduje lepsze wartosci dla wigkszych prawdopodobienstw
mutacji oraz krzyzowania. Po przeprowadzeniu badan, najlepszy wynik uzyskano dla
prawdopodobienstw: mutacji 90% oraz krzyzowania 80%. Sredni btad prognozy wyniost
5,722ug/m’.
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5. Podsumowanie

W artykule przedstawiono zastosowanie algorytmow genetycznych do prognozowania
pylu PM10. Proces ten byt drugim, ktory (po wykorzystaniu sieci neuronowych) byt
zastosowany do prognozowania pylu. Sekwencja stosowania obu inteligentnych
mechanizméw przetwarzania byta konieczna, aby pozyska¢ dane ktére stanowi¢ beda
podstawe do projektowania systemu samouczacego do prognozowania poziomu zawartoSci
pytu PM10.

Z wykorzystaniem algorytmu genetycznego zaprojektowano rozwigzanie zwracajgce z
24 godzinnym wyprzedzeniem stezenie pylu PM10 w powietrzu atmosferycznym. Prace
rozpoczeto od budowy modelu prognozowania pytu PM10. Nastgpnie, w oparciu o model,
zaimplementowano algorytm genetyczny, konfigurujac kolejno poszczegodlne elementy:
budowg osobnika, wielko$¢ populacji, funkcj¢ przystosowania, metody selekcji,
krzyzowania oraz mutacji. Ostatnim etapem budowy algorytmu byto znalezienie
optymalnego czasu zycia osobnika, ktory okreslono na 7 generacji, oraz prawdopodobienstw
mutacji i krzyzowania, ktore wyniosty kolejno 90% i 80%.

Ostatecznie, z wykorzystaniem algorytmu genetycznego, udato si¢ zaprojektowaé i
zaimplementowaé rozwigzanie, zapewniajgce mozliwos¢ prognozy stezenia pylu PM10 na
24 godziny w przyszto$¢, z bledem wynoszgcym 5,722ug/m3. Rozwigzanie zostato
zastosowane w systemie do zarzadzania jakoscig powietrza w Gdansku.

Poprzedni zbudowany mechanizm przetwarzania wykorzystujacy sztuczne sieci
neuronowe, prognozowat poziom pytu PM10, z btedem wynoszacym $rednio 7,82265ug/m>.
Algorytm ten, podobnie jak opisany algorytm genetyczny posiada doskonate zastosowanie
w rozwigzywaniu problemow takich jak problemy prognozowania wartoSci.

Obie metody(a by¢ moze wigksza ilos¢ w przysztosci), wykorzystane zostang do
przewidywania stezenia pylu PM10. Uzyskane w tym procesie wartosci przekazane zostang
do modulu strojenia, ktéry na podstawie danych wejsciowych(danych majacych wptyw na
przyszte stezenie pylu PM10) oraz rzeczywistego stgzenia pylu PM10 okresli, ktory z
algorytmow przy panujacych warunkach lepiej nadaje si¢ do uzycia(posiada mniejszy btad
predykcji). Strojenie algorytmu odbywa si¢ dynamicznie, a kolejne iteracje(wyniki prognoz
przekazane do modutu strojenia) zwickszaja doktadnos¢ doboru odpowiedniej metody do
przewidywania stezenia pytu PM10, dla okre$lonych danych wejsciowych.
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